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La ausencia de evidencia 
no es evidencia de ausencia



Aprendizaje Automático - 
InCo



Aprendizaje Automático - 
InCo

Agenda de la semana

● Introducción
● Teorema de Bayes
● Hipótesis MAP
● Clasificador sencillo
________________________

● Clasificador de texto
● Clasificador óptimo
● Algoritmos MAP
● Tarea 2
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¿De qué hablamos cuando hablamos de “aprender”?

Un sistema es realmente inteligente si es capaz de 
observar su entorno y aprender de él.

¿Cómo actualizar nuestras creencias cada vez que 
obtenemos nuevas evidencias?

La auténtica inteligencia reside en adaptarse, tener 
capacidad de integrar nuevo conocimiento, 
resolver nuevos problemas, y aprender de errores.
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Motivación

• Los modelos basados en árboles de decisión o 

reglas asumen que hay una división clara entre 
conceptos (solo una respuesta correcta)

• Para algunos problemas es más interesante 

tener decisiones difusas (soft)

• Esto se puede modelar usando distribuciones 

de probabilidad para representar los conceptos
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Inferencia estadística

La inferencia estadística es el 
proceso de utilizar el análisis de 

datos para deducir las 
propiedades de una distribución 

de probabilidad subyacente.
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Inferencia estadística

http://www.youtube.com/watch?v=8AD7b7_HNak
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¿Los milagros existen?

David Hume (1711-1776) decía que son imposibles:

Evidencia de los milagros ← testimonio externo de otros

Evidencia en contra de los milagros ← se experimenta 
personalmente todos los días a través de las leyes 
inmutables de la naturaleza.

La única forma de que la evidencia de los milagros sea 
suficiente para su prueba es si el testimonio externo es 
más convincente y confiable que las mismas leyes de la 
naturaleza.
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¿Los milagros existen?

Richard Price (1723-1791) decía que no es posible 
negar la posibilidad de un milagro basándose en 
observaciones de normalidad a gran escala, es 
decir, la falta de milagros.

Calcula la supuesta probabilidad de ver que la 
marea no llegará a la costa algún día.

Conclusión: aunque improbables, los milagros 
existen y son el producto de un poder superior. 
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¿Los milagros existen?

Razonamiento bayesiano: 

un enfoque probabilístico para la inferencia

Thomas Bayes 
(1702-1761)

Ver artículo original 

https://drive.google.com/file/d/13qjHUBZvIt2efTzZZwAsGxcmv3ZK4F55/view?usp=sharing
https://drive.google.com/file/d/13qjHUBZvIt2efTzZZwAsGxcmv3ZK4F55/view?usp=sharing
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Estadísticamente hablando, no es correcto decir 
que algo tiene probabilidad cero sólo por el hecho 
de que no fue visto antes

La ausencia de evidencia 
no es evidencia de ausencia
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La intuición como inferencia estadística

¿Qué altura tendría una hoja 
de papel doblada 50 veces?

¿Puede existir un cuerpo de 
volumen finito y superficie 

infinita?

¿Uruguay -como país- va a 
seguir existiendo dentro de 

20 años?
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Interpretación de las probabilidades

El test de Covid tiene una sensibilidad del 85%.

Me hago el test y me da Positivo.

¿Qué probabilidad hay de que tenga Covid efectivamente?

Falacia de tasa base

Ignorar la información que describe 
a la mayoría de los casos.
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Repaso de probabilidades

Eventos independientes

Si la ocurrencia de un evento no tiene ningún efecto 
sobre la ocurrencia de otro, se dice que los dos eventos 
son independientes. 

Matemáticamente, se dice que dos eventos A y B son 
independientes si:

P (A ∩ B) = P (AB) = P (A) * P (B)

Por lo general, no es tan fácil identificar eventos 
independientes.
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Repaso de probabilidades

Probabilidad condicional

La probabilidad condicional se define como la 
probabilidad de un evento A, dado que ya ha 
ocurrido otro evento B (es decir, A condicional B). 

Esto está representado por P (A | B) y podemos 
definirlo como:

P (A | B) = P (A ∩ B) / P (B)
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Repaso de probabilidades

Probabilidad total (Laplace)

Si Ai son particiones de un espacio muestral y B 
un evento cualquiera, entonces:
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Repaso de probabilidades

Ejemplo Covid: 

La prevalencia del Covid en la población es de 0.001 (1 cada 1000)

P (Prueba = Positiva | Covid = Verdadero) = 0.85 

P(Covid = Verdadero) = 0.001

P(Prueba Positiva & Covid Verdadero ) = 

P (Prueba = Positiva | Covid = Verdadero) * P(Covid = Verdadero) 

= 0.85 *0.001 = 0.085%
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Aprender de la experiencia

•Por ejemplo, dado el siguiente 

conjunto de datos:

 

queremos inferir si un día

<soleado, frío, alta, fuerte>
corresponde Juega = SI o NO.  
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# Tiempo Temperatura Humedad Viento Juega

1 Soleado Caluroso Alta Suave No

2 Soleado Caluroso Alta Fuerte No

3 Nuboso Caluroso Alta Suave Sí

4 Lluvioso Templado Alta Suave Sí

5 Lluvioso Frío Normal Suave Sí

6 Lluvioso Frío Normal Fuerte No

7 Nuboso Frío Normal Fuerte Sí

8 Soleado Templado Alta Suave No

9 Soleado Frío Normal Suave Sí

10 Lluvioso Templado Normal Suave Sí

11 Soleado Templado Normal Fuerte Sí

12 Nuboso Templado Alta Fuerte Sí

13 Nuboso Caluroso Normal Suave Sí

14 Lluvioso Templado Atla Fuerte No



Aprendizaje Automático - 
InCo

Aprender de la experiencia
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# Tiempo Temperatura Humedad Viento Juega

1 Soleado Caluroso Alta Suave No

2 Soleado Caluroso Alta Fuerte No

3 Nuboso Caluroso Alta Suave Sí

4 Lluvioso Templado Alta Suave Sí

5 Lluvioso Frío Normal Suave Sí

6 Lluvioso Frío Normal Fuerte No

7 Nuboso Frío Normal Fuerte Sí

8 Soleado Templado Alta Suave No

9 Soleado Frío Normal Suave Sí

10 Lluvioso Templado Normal Suave Sí

11 Soleado Templado Normal Fuerte Sí

12 Nuboso Templado Alta Fuerte Sí

13 Nuboso Caluroso Normal Suave Sí

14 Lluvioso Templado Atla Fuerte No

<soleado, frío, alta, fuerte>
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Aprender de la experiencia
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# Tiempo Temperatura Humedad Viento Juega

1 Soleado Caluroso Alta Suave No

2 Soleado Caluroso Alta Fuerte No

3 Nuboso Caluroso Alta Suave Sí

4 Lluvioso Templado Alta Suave Sí

5 Lluvioso Frío Normal Suave Sí

6 Lluvioso Frío Normal Fuerte No

7 Nuboso Frío Normal Fuerte Sí

8 Soleado Templado Alta Suave No

9 Soleado Frío Normal Suave Sí

10 Lluvioso Templado Normal Suave Sí

11 Soleado Templado Normal Fuerte Sí

12 Nuboso Templado Alta Fuerte Sí

13 Nuboso Caluroso Normal Suave Sí

14 Lluvioso Templado Atla Fuerte No

<soleado, frío, alta, fuerte>
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Aprender de la experiencia
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# Tiempo Temperatura Humeda
d

Viento Juega

1 Soleado Caluroso Alta Suave No

2 Soleado Caluroso Alta Fuerte No

3 Nuboso Caluroso Alta Suave Sí

4 Lluvioso Templado Alta Suave Sí

5 Lluvioso Frío Normal Suave Sí

6 Lluvioso Frío Normal Fuerte No

7 Nuboso Frío Normal Fuerte Sí

8 Soleado Templado Alta Suave No

9 Soleado Frío Normal Suave Sí

10 Lluvioso Templado Normal Suave Sí

11 Soleado Templado Normal Fuerte Sí

12 Nuboso Templado Alta Fuerte Sí

13 Nuboso Caluroso Normal Suave Sí

14 Lluvioso Templado Atla Fuerte No

<soleado, frío, alta, fuerte>
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Aprender de la experiencia
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# Tiempo Temperatura Humeda
d

Viento Juega

1 Soleado Caluroso Alta Suave No

2 Soleado Caluroso Alta Fuerte No

3 Nuboso Caluroso Alta Suave Sí

4 Lluvioso Templado Alta Suave Sí

5 Lluvioso Frío Normal Suave Sí

6 Lluvioso Frío Normal Fuerte No

7 Nuboso Frío Normal Fuerte Sí

8 Soleado Templado Alta Suave No

9 Soleado Frío Normal Suave Sí

10 Lluvioso Templado Normal Suave Sí

11 Soleado Templado Normal Fuerte Sí

12 Nuboso Templado Alta Fuerte Sí

13 Nuboso Caluroso Normal Suave Sí

14 Lluvioso Templado Atla Fuerte No

<soleado, frío, alta, fuerte>
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Aprender de la experiencia

•Para los días en que Juega = SI 

•Para los días en que Juega = NO 

• Entonces se podría inferir que la mejor respuesta es NO 

24
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Formula de Bayes

Dado que P(A ∩ B) = P(B ∩ A)

Se desprende la fórmula:  

que modela probabilísticamente las relaciones entre las probabilidades 
condicionales (o causas y efectos)
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Teorema de Bayes
Sea H un espacio de hipótesis y D un conjunto de datos 
de entrenamiento

Dada h (una hipótesis de H) notamos:

• P(h) a la probabilidad inicial de la ocurrencia de h

• Refleja un conocimiento inicial sobre la validez 
de h

• Se llama probabilidad previa o a priori

• P(D) a la probabilidad previa de que se observen los 

datos de entrenamiento D. Es la evidencia.
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Teorema de Bayes

• P(D|h) a la probabilidad de observar datos D 

dado que se cumple la hipótesis h

• P(h|D) a la probabilidad de la hipótesis h dado 

que son conocidos los datos D
• Refleja un nivel de confianza de h despues 

de conocer los datos de entrenamiento D 
• Se llama probabilidad a posteriori de h
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Teorema de Bayes

El teorema de Bayes proporciona un método para 
calcular la probabilidad posterior P(h|D) a partir de 

la probabilidad previa P(h)

P( h | D ) =     P( D | h )  * P( h )  _

                        P( D ) 

P( h | D ) =                P( D | h )  * P( h )                   _

                       P( D | h ) * P( h ) + P( D | ¬h ) * P( ¬h ) 
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Hipótesis MAP y ML

•La ‘mejor’ hipótesis es la hipótesis más probable dados los datos: 

buscamos obtener la hipótesis h de H que maximiza P(h|D).

•Estas hipótesis son llamadas Maximum A Posteriori  (MAP)

•El teorema de Bayes da una forma de obtener esta probabilidad:

•Si asumo que las hipótesis son equiprobables:

•Si las hipótesis a priori asumo son equiprobables: 

29
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Ejemplo

•Ejemplo: H={cancer, no cancer}

P(cancer) = 0,008  P(¬cancer)=0,992

P(test ⊕ | cancer) = 0,98 P(test ⊗ | cancer) =0,02

P(test ⊕ | ¬cancer) = 0,03 P(test ⊗ | ¬cancer) =0,97

•Si el test da positivo, ¿Qué deberíamos diagnosticar?  ¿Qué 

hipótesis es MAP?

P(test ⊕| cancer)  * P(cancer)    = 0,98 * 0,008 = 0,0078

P(test ⊕|¬cancer) * P(¬cancer) = 0,03 * 0,992 = 0,0298

•El diagnóstico más probable es que el paciente está sano.

30
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Teorema de Bayes - Ejemplo

•¿Cuál es la probabilidad de ese resultado?

P(¬cancer | test ⊕) =  P(test ⊕ | ¬cancer)  * P( ¬cancer) 

                                                P(test ⊕ ) 

                          =      0.03 x 0.992 

                               0.0078 + 0.0298

                         = 79.15% 
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Características de los métodos bayesianos

‣Cada caso de entrenamiento cambia la probabilidad estimada 

de que una hipótesis sea correcta (soporta ruido). 

‣El conocimiento previo puede ser utilizado para determinar la 

probabilidad de una hipótesis.

‣Pueden dar predicciones probabilísticas.

‣Pueden clasificar nuevas instancias combinando distintas 

hipótesis.

‣Algunos algoritmos tienen un costo alto.
32
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¿Qué caracteriza a un sistema “inteligente”?

Este método provee una regla para actualizar nuestras 
creencias cada vez que obtenemos nuevas evidencias.

Sólo podemos considerar que un sistema es realmente 
inteligente si es capaz de observar su entorno y 
aprender de él.

La auténtica inteligencia reside en adaptarse, tener 
capacidad de integrar nuevo conocimiento, resolver 
nuevos problemas, y aprender de errores.
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Dificultades del método

Requiere conocer valores 
iniciales de muchas 
probabilidades.

Cuando estas no son 
conocidas hay que estimarlas:

• conocimiento previo
• hipótesis
• distribuciones 35% -> 21%

Buscar en Inumet cantidad promedio de 
días de lluvia en Uruguay

https://www.inumet.gub.uy/clima/estadisticas-climatologicas/tablas-estadisticas
https://www.inumet.gub.uy/clima/estadisticas-climatologicas/tablas-estadisticas
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Dificultades del método

El costo computacional para determinar la hipótesis 
más probable puede ser muy alto

• Lineal con el número de hipótesis candidatas
• Depende de la cantidad de posibles valores de 

cada variable
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Clasificador sencillo (Naive Bayes)

Simplificación: 
independencia de atributos dada una hipótesis

P( (a1,a2,...,aN) | H ) = P (a1 | H ) * …. * P(aN | H)
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Clasificador sencillo

•Consideremos instancias de la forma <a1...an>, y una función 

objetivo f que toma valores sobre un conjunto finito V.

•Buscamos:

•Utilizando al clasificador sencillo:

37
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Clasificador sencillo

• Queremos inferir si un día

<soleado, frío, alta, fuerte>
corresponde Juega = SI o NO.

• Haciendo cuentas:

• Normalizando a 1 estas probabilidades: con un 79.5% de 

seguridad puedo afirmar que la respuesta es negativa.

38
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Característica de Naive Bayes

No hay una búsqueda explícita en el espacio de 
posibles hipótesis.

Sólo necesitamos conocer P(Hj) y P(Ai | Hj)

Lo calculamos usando lo que tenemos en los 
datos de entrenamiento
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Acumulación de experiencias y certezas

La regla de Bayes es útil para actualizar creencias a 
partir de nuevas evidencias, por lo que no están 
permitidos los argumentos de probabilidad 0 o 1. 

Por más evidencia favorable que se acumule 
respecto de una creencia con probabilidad inicial 
menor a 1, jamás asignará a una creencia a 
posteriori el valor de certeza (1) ni de imposibilidad 
(0).
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Estimación de probabilidades 
cuando hay pocos datos

PERO

•¿Cómo calcularía                                                   

? 

•¿Cómo clasificaría a  

<nuboso, frío, alta, fuerte> ?

41

# Tiempo Temperatura Humedad Viento Juega

1 Soleado Caluroso Alta Suave No

2 Soleado Caluroso Alta Fuerte No

3 Nuboso Caluroso Alta Suave Sí

4 Lluvioso Templado Alta Suave Sí

5 Lluvioso Frío Normal Suave Sí

6 Lluvioso Frío Normal Fuerte No

7 Nuboso Frío Normal Fuerte Sí

8 Soleado Templado Alta Suave No

9 Soleado Frío Normal Suave Sí

10 Lluvioso Templado Normal Suave Sí

11 Soleado Templado Normal Fuerte Sí

12 Nuboso Templado Alta Fuerte Sí

13 Nuboso Caluroso Normal Suave Sí

14 Lluvioso Templado Atla Fuerte No
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Estimación de probabilidades 
cuando hay pocos datos

•No siempre es buena la aproximación utilizando 

la frecuencia  

•Cuando no hay ejemplos para algunos casos, la 

probabilidad asignada es cero, con lo cual 
“anula” todo el término del clasificador.

42
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Estimación de probabilidades 
cuando hay pocos datos

•m-estimador:                      

donde:

‣ p es la estimación a priori de la probabilidad buscada

‣ m es el “tamaño equivalente de muestra”. 

•La fórmula puede verse como aumentar la muestra con 
m ejemplos, distribuidos según p. 

•Por ejemplo, tomando valores equiprobables:
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Estimación de probabilidades 
cuando hay pocos datos
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# Tiempo Temperatura Humedad Viento Juega

1 Soleado Caluroso Alta Suave No

2 Soleado Caluroso Alta Fuerte No

3 Nuboso Caluroso Alta Suave Sí

4 Lluvioso Templado Alta Suave Sí

5 Lluvioso Frío Normal Suave Sí

6 Lluvioso Frío Normal Fuerte No

7 Nuboso Frío Normal Fuerte Sí

8 Soleado Templado Alta Suave No

9 Soleado Frío Normal Suave Sí

10 Lluvioso Templado Normal Suave Sí

11 Soleado Templado Normal Fuerte Sí

12 Nuboso Templado Alta Fuerte Sí

13 Nuboso Caluroso Normal Suave Sí

14 Lluvioso Templado Atla Fuerte No

Calculado como frecuencia = 0 / 5 = 0

Calculado como m-estimador:
con

e=0
p= ⅓
n=5
m=2

P(nuboso | no) = ( 0 + 2 * ⅓ ) / 7 = 0.095
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Frase típica del grupo de Whatsapp de padres

Mi 
hijo
se

olvidó
de
la 

mochila
en
la

escuela. 
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Agenda de la semana

● Introducción
● Teorema de Bayes
● Hipótesis MAP
● Clasificador sencillo
________________________

● Resumen de clase anterior
● Tarea 2
● Clasificador de texto
● Clasificador óptimo
● Algoritmos MAP

47
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RESUMEN DE CLASE ANTERIOR

• Probabilidad condicional

• Fórmula de Bayes

• Hipótesis MAP

• Naive Bayes

• m-estimador



Aprendizaje Automático - 
InCo

Tarea 2

Implementar el clasificador Naive Bayes y utilizarlo para detectar correos electrónicos que sean spam.
Aplicar diferentes metodologías vistas en clase.

Fecha límite de entrega

Lunes 3 de octubre (inclusive)

Cuaderno

https://colab.research.google.com/drive/1tDb6q5sssiJ91AAIrA7tzQgUTdaf1-zM?usp=sharing
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Cuaderno

https://colab.research.google.com/drive/1tDb6q5sssiJ91AAIrA7tzQgUTdaf1-zM?usp=sharing
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Frase típica del grupo de Whatsapp de padres

Mi 
hijo
se

olvidó
de
la 

mochila
en
la

escuela. 
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Algunos tips

• Preprocesar los datos de entrenamiento

cat _chat.txt | 
tr -cs '[:alpha:]' '\n' |
tr 'A-Z' 'a-z' | 
sort | 
uniq -c | 
sort -nr |  

• Reducir el volumen cruzando con diccionarios en español



Aprendizaje Automático - 
InCo

Algunos tips

• Utilizar estructuras de datos adecuadas (diccionarios, listas, sets)

P[h] = 0.0034         P(h)   probabilidad previa
PD[h][d] = 0.0021     P(d|h) evidencia para h

P = {
  "mochila" : {
    "perdió" : 0.005,
    "la" : 0.045,
    "nunca" : 0.00009

:
  },
  "buzo" : {
    "perdió" : 0.0049,
    "rompió" : 0.01

:
  },

:
:
:
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Algunos tips
• Aprovechar servicios de las estructuras de datos

• Construcción dinámica de diccionarios
P["mochila"]["perdió"] = 0.005

• Valores por defecto al buscar claves que no existen

P["mochila"].get("se",P_nada)
en vez de

P["mochila"]["se"]

• Sublistas
• frase = ["mi", "hijo", "se", "olvidó", "de", "la"]
• frase[2:4]
• frase[-5:]



Aprendizaje Automático - 
InCo

Algunos tips
D = ["mi", "hijo", "se", "olvidó", "de", "la"]

Horizonte = 4
h_MAP = ""
p_MAP = 0

for h in P:

  prob = P[h]
  for d in D[-Horizonte:]: 
    prob = prob * PD[h].get(d, P_nada)

  if prob > p_MAP:
    h_MAP , p_MAP = h , prob

print(h_MAP)
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CLASIFICADOR DE TEXTO



Aprendizaje Automático - 
InCo

Clasificador de Texto

•Queremos clasificar textos en categorías. 

•Por ejemplo:

‣Me dio error al pagar con la tarjeta. → Pagos

‣No encuentro el producto que busco. → Soporte

‣El producto estaba defectuoso. → Envíos

57
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Clasificador de Texto

•Podría entrenar a un clasificador bayesiano y utilizarlo... 

•Por ejemplo, para  «El paquete llegó roto.»

58
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Clasificador de Texto

•Se asume que las palabras son independientes 
entre sí.

•Con esa simplificación, de todas formas, lo 
anterior no es práctico. 

•Con un vocabulario de 50 mil palabras, textos de 
a los sumo 40 palabras, y 3 categorías tengo 
3X40X50000 = 6.106 parámetros  
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Clasificador de Texto

•Agregamos otra suposición (irreal): la aparición de las 
palabras es independiente de su posición y de la 
clasificación del mensaje.

•Por ejemplo, para «El paquete llegó roto.» y «Llegó roto 
el paquete.» se calculan las mismas probabilidades:

•La cantidad de parámetros se reduce a 150 mil.
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Clasificador de Texto

•Notamos 

‣ v1, v2 y v3 a los tres valores de la función objetivo.
‣ wk a cada una de las palabras del vocabulario

•Debemos calcular:

•Estimamos:

๏

61
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Clasificador de Texto

○ Para clasificar un nuevo documento:

words ← palabras del documento que están en el 
vocabulario
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Probabilidades logarítmicas

• Las productorias de muchas probabilidades pueden generar 

números muy pequeños e inestabilidad numérica

• Propiedades de los logaritmos:

• Convierten productos en sumas

• Amplían el rango de valores

• Si a < b entonces Log(a) < Log(b)
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Probabilidades logarítmicas

• Naive Bayes usando probabilidades logarítmicas:
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Clasificador de Texto

•Usualmente se aplican otras simplificaciones, 

como limitar el vocabulario y eliminando palabras 
vacías (stop words) 

•¿Qué sucede si una palabra no se da en alguna 

clase de mi conjunto de entrenamiento?

•¿Qué sucede si una palabra de un nuevo mensaje 

no se había visto antes?

65



Aprendizaje Automático - 
InCo

TF-IDF

• Método estadístico para evaluar la importancia de las palabras 

para un documento dentro de un conjunto de documentos

• TF = Term Frequency: cantidad de veces que aparece la “t” en el 

documento “d”

• IDF = Inverse Term Frequency: prevalencia de la palabra “t” en el 

universo de documentos “D” (tamaño N)

entonces
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Clasificador de Texto

• Modelo sencillo
• Se calcula rápido
• Funciona relativamente bien

¿Qué pasa con emails cortos?

¿Qué pasa con las palabras repetidas?
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Clasificador bayesiano óptimo

•Sabemos determinar la(s) hipótesis más 

probable(s) dado un conjunto de entrenamiento.

•Pero, ¿la hipótesis más probable es la que nos 

da la clasificación más probable de una nueva 
instancia?
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Clasificador bayesiano óptimo

•La clasificación más probable se obtiene 
combinando los resultados de todas las hipótesis 
ponderada por sus probabilidades posteriores:

•Clasificación bayesiana óptima:  
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Clasificador bayesiano óptimo

•Por ejemplo, sea un espacio con tres hipótesis y 

una instancia x que queremos clasificar: 

P(h1|D) = 0,4 P(h2|D)=0,3 P(h3|D) = 0,3

h1(x)= ⊕  h2(x)= ⊗ h3(x)= ⊗

•¿Qué valor devuelve una hipótesis MAP?  

•¿Cuál es la clasificación más probable?
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Clasificador bayesiano óptimo

71

P(h1|D) = 0,4 P(h2|D)=0,3 P(h3|D) = 0,3

P(⊗|h1)= 0  P(⊗|h2)= 1 P(⊗|h3)= 1

P(⊕|h1)= 1 P(⊕|h2)= 0 P(⊕|h3)= 0

P(⊕|D) = Σh∈HP(⊕|h) P(h|D) = 0,4

P(⊗|D) = Σh∈HP(⊗|h) P(h|D) = 0,6

argmaxv∈{⊕,⊗}Σh∈HP(v|h).P(h|D) = ⊗

}



Aprendizaje Automático - 
InCo

Clasificador bayesiano óptimo

•Un clasificador bayesiano óptimo es cualquier sistema que 

clasifique las instancias de esta manera (independiente de la 
implementación).

•Estos sistemas maximizan la probabilidad de clasificar 

correctamente nuevas instancias dado el conjunto de 
entrenamiento y las probabilidades a priori de las hipótesis.

•La desventaja de estos métodos son muy costosos (debemos 

calcular la probabilidad a posteriori de todas las hipótesis).

•Si bien el clasificador bayesiano óptimo es costoso, lo podemos 

usar como parámetro para evaluar otros métodos.
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Bayes y el Aprendizaje Conceptual

•¿Cómo se puede aplicar el teorema de Bayes en el Aprendizaje 

Conceptual?

•Podemos buscar hMAP en H.

•Algoritmo Fuerza-Bruta

1. Para cada hipótesis h de H calculamos: 

2. Damos como salida

• No es una buena opción cuando H es un espacio muy grande o 
infinito.
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Bayes y el Aprendizaje Conceptual

•Para aplicar el algoritmo debemos calcular P(D|h) y P(h)

•Estas probabilidades se pueden elegir de acuerdo a los 

conocimientos previos que tengamos sobre el espacio de búsqueda

•Por ejemplo, supongamos que:

‣El concepto objetivo está en nuestro espacio H.

‣A priori todas las hipótesis son equiprobables:

‣El conjunto D no tiene ruido

‣En otras palabras, evaluamos en 1 si la hipótesis es consistente 

con D y 0 en caso contrario (si no hay datos con ruido, h debe 
clasificar perfectamente a D).
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Bayes y el Aprendizaje Conceptual

• Bajo estos supuestos, ¿cómo estimamos P(D)?

•Si considero una hipótesis inconsistente con los datos, su 

probabilidad es nula

•En cambio, si es consistente:

•Por lo tanto, bajo los supuestos establecidos, toda hipótesis 

consistente con el conjunto de entrenamiento es MAP.
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Bayes y el Aprendizaje Conceptual

•A medida que agrego datos al entrenamiento, disminuye VSH,D y 

aumenta la probabilidad de cada hipótesis consistente.

•Todo algoritmo (consistente) da como resultado una hipótesis MAP, 

si se cumple a priori una distribución uniforme sobre H.
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Bayes y el Aprendizaje Conceptual

•Find-S y Candidate-Elimination no manejan ningún tipo de probabilidad y 

sin embargo son algoritmos MAP porque generan hipótesis consistentes 
con los datos.

•¿Existen otras condiciones bajo las cuales Find-S sea un algoritmo MAP? 

Sí, cuando la distribución sobre H asigna más probabilidad a las hipótesis 
más específicas (en vez de 1 / | H | ) y no hay ruido en la entrada.

•Podemos caracterizar los algoritmos aun cuando éstos no utilizan 

explícitamente probabilidades: basta encontrar las probabilidades P(D|h) y 
P(h)  bajo las cuales los algoritmos dan hipótesis MAP.

•Esta es una alternativa al sesgo para caracterizar los supuestos bajo los 

cuales un algoritmo aprende.
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Siguientes clases

4/Set - Aprendizaje por casos

6/Set - Aprendizaje no supervisado

11 y 13/Set - Aprendizaje por refuerzos

Parciales

2/Oct - Regresión lineal

4/Oct - Regresión logística
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Lecturas previas recomendadas para Regresiones:

• Repaso de álgebra lineal
• Linear Algebra Review and Reference
• Numpy: computación científica con Python

https://gitlab.fing.edu.uy/aprendaut2/aprendizaje-automatico-22/-/blob/main/notebooks/A_-_Algebra_Lineal.ipynb
http://cs229.stanford.edu/section/cs229-linalg.pdf
https://gitlab.fing.edu.uy/aprendaut2/aprendizaje-automatico-22/-/blob/main/notebooks/3%20-%20NumPy.ipynb

